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1 Einleitung

1.1 Motivation und Problemstellung

Der algorithmische Handel mit Kryptowährungen hat sich in den vergangenen
Jahren zu einem wachsenden Forschungsfeld entwickelt. Fang et al. (2025, S. 56)
dokumentieren beispielsweise, dass über 85 % der wissenschaftlichen Publikationen
zum Thema Kryptowährungshandel erst nach 2018 erschienen sind. Dieser Be-
fund unterstreicht einerseits den noch jungen Charakter des Forschungsfeldes und
verdeutlicht andererseits das stark wachsende wissenschaftliche Interesse. Parallel
dazu hat auch der Kryptowährungsmarkt selbst erheblich an Bedeutung gewonnen.
Bitcoin, die wohl relevanteste Kryptowährung, entstand durch das von Satoshi
Nakamoto im Jahr 2008 verfasste Whitepaper mit der ursprünglichen Intention,
eine alternative Zahlungsmethode zu scha"en (Nakamoto, 2008, S. 1). Heute ist
Bitcoin dagegen ein weltweit verbreitetes Finanzasset und zieht sowohl private als
auch institutionelle Investoren an (Auer et al., 2023; Copestake et al., 2024, S. 2).

Im Gegensatz zu traditionellen Finanzmärkten weist der Kryptowährungsmarkt
eine Reihe struktureller Besonderheiten auf, die ihn zu einem attraktiven Unter-
suchungsgegenstand für algorithmische Handelsstrategien machen. Erstens ist der
Markt rund um die Uhr, an 365 Tagen im Jahr geö"net (Fang et al., 2025, S. 63),
unterliegt keiner einheitlichen zentralen Marktregulierung (Fang et al., 2025, S. 64)
und zeichnet sich durch eine im Vergleich zu anderen Assets höhere Volatilität aus
(Baur et al., 2018, S. 181). Die Forschung zeigt zudem, dass der Kryptowährungs-
markt zumindest zeitweise von der schwachen Form der Markte!zienzhypothese
abweicht (Kyriazis, 2019; Urquhart, 2016, S. 1).

Was diese Eigenschaften konkret bedeuten, wird in Kapitel 2 erneut aufgegri"en.
Zunächst stellt sich vielmehr die Frage, welche Handelsstrategien den Kryptowäh-
rungsmarkt am e"ektivsten nutzen können. Klassische, regelbasierte Strategien
wie der Moving-Average-Crossover (MAC) sind seit Jahrzehnten etabliert, weit
verbreitet und theoretisch gut fundiert. Mit dem Aufkommen des maschinellen
Lernens (Machine Learning, ML) wurden jedoch vermehrt auch datengetriebene
Ansätze auf Kryptomärkte angewendet. Diese versprechen durch ihre Fähigkeit,
nichtlineare Muster in großen Datensätzen zu erkennen, theoretische Vorteile ge-
genüber regelbasierten Strategien (Fang et al., 2025, S. 66). Empirische Studien
zeigen jedoch ein uneinheitliches Bild: Während einige Arbeiten Klassifikationsge-
nauigkeiten oberhalb der Zufallsschwelle von 50 % berichten, zeigen andere, dass
diese Vorhersagbarkeit unter veränderten Marktbedingungen nicht uneingeschränkt
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gilt (Akyildirim et al., 2021; Sebastião und Godinho, 2021). Eine detaillierte Ge-
genüberstellung dieser Studien erfolgt in Kapitel 3.

Zudem besteht ein zentrales methodisches Problem der bestehenden Literatur
in der eingeschränkten Vergleichbarkeit der Ergebnisse. Studien, die ML-Modelle
evaluieren, verzichten teilweise auf einen direkten Vergleich mit regelbasierten
Benchmarks (Akyildirim et al., 2021). Andere Studien, die technische Handelsregeln
untersuchen, beziehen wiederum keine ML-Strategien ein (Gerritsen et al., 2020).
Darüber hinaus werden Transaktionskosten nicht in allen Untersuchungsdesigns
vollständig berücksichtigt, obwohl sie in der Praxis einen erheblichen Einfluss auf
die Rentabilität einer Strategie haben können.

1.2 Zielsetzung der Arbeit

Ziel der vorliegenden Arbeit ist die empirische Evaluation und der direkte Ver-
gleich von ML-basierten Handelsstrategien mit klassischen Ansätzen auf dem
Kryptowährungsmarkt unter Berücksichtigung realistischer Transaktionskosten.
Im Mittelpunkt steht dabei jedoch nicht die Entwicklung neuer Algorithmen, son-
dern die rigorose Anwendung und Evaluation bestehender Verfahren auf realen
Marktdaten.

Als Untersuchungsobjekte dienen die Handelspaare Bitcoin/Tether (BTC/USDT)
und Ethereum/Tether (ETH/USDT). USDT bezeichnet hierbei Tether, eine an
den US-Dollar gekoppelte, wertstabile Kryptowährung. Die Untersuchung basiert
auf historischen Tagesdaten für den Zeitraum von 2020 bis 2025. Die konkrete
Datenaufbereitung, die Abgrenzung des Zeitraums sowie die Validierungslogik
werden in Kapitel 4 beschrieben.

Der für die Strategieevaluation herangezogene Zeitraum ist besonders geeignet,
da er mehrere unterschiedliche Marktphasen umfasst. Dazu zählen eine Phase starker
Aufwärtsdynamik (Bullenmarkt) im Jahr 2021 und eine anschließende Phase starker
Abwärtsdynamik (Bärenmarkt) im Jahr 2022. Darauf folgen eine Erholungsphase
im Jahr 2023 sowie anschließend ein erneuter Aufwärtstrend bis 2025. Dadurch kann
untersucht werden, ob die Strategien nur in einzelnen Marktumfeldern funktionieren
oder über verschiedene Marktphasen hinweg robuste Ergebnisse liefern.

Als Benchmark-Strategien werden eine Buy-and-Hold-Strategie (B&H-Strategie)
sowie eine MAC-Strategie implementiert. Als ML-Strategien kommen Random
Forest (RF) und XGBoost (XGB) zum Einsatz, da diese beiden Verfahren in
vergleichbaren Studien gute Ergebnisse liefern (Qureshi et al., 2025, S. 1; Jabbar
und Jalil, 2024, S. 1). Die Evaluation erfolgt anhand verschiedener rendite- und
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risikobezogener Kennzahlen. Für die Bewertung der ML-Modelle werden zusätz-
lich Klassifikationskennzahlen berichtet, um die reine Prognosequalität von der
realisierten Handelsperformance zu trennen.

1.3 Forschungsfrage

Aus der beschriebenen Problemstellung und der beschriebenen Zielsetzung der
Arbeit ergibt sich folgende Forschungsfrage:

Erzielen Random-Forest- und XGBoost-basierte Handelssignale auf BTC/USDT
und ETH/USDT im Test-Zeitraum von 2021 bis 2025 unter Berücksichtigung
realistischer Transaktionskosten eine höhere risikoadjustierte Rendite, gemes-
sen an der Sharpe Ratio, als eine Moving-Average-Crossover-Strategie und
eine passive Buy-and-Hold-Strategie?

Ergänzend wird untersucht, ob die Performance der Strategien von der herrschenden
Marktphase abhängt und inwiefern die Höhe der Transaktionskosten den relativen
Nutzen der Strategien beeinflusst.

1.4 Aufbau der Arbeit

Die vorliegende Arbeit gliedert sich in sieben Kapitel. Nach der Einleitung legt
Kapitel 2 die theoretischen Grundlagen dar, wobei nacheinander die Eigenschaften
des Kryptowährungsmarktes eingeführt, die klassischen Handelsstrategien B&H
und MAC erläutert, die Grundlagen von RF und XGB beschrieben sowie schließlich
die verwendeten Backtesting- und Evaluationskennzahlen definiert werden. Daran
anknüpfend gibt Kapitel 3 einen strukturierten Überblick über den Stand der
Forschung zu klassischen und ML-basierten Handelsstrategien im Kryptomarkt
und leitet daraus die Forschungslücke der vorliegenden Arbeit ab.

Kapitel 4 beschreibt anschließend die Methodik im Detail, von der Datenbe-
scha"ung über das Feature Engineering und die Modellkonfiguration bis hin zum
Backtesting. Kapitel 5 präsentiert die empirischen Ergebnisse für alle vier Strategien
auf beiden Assets, aufgeschlüsselt nach Gesamtzeitraum, Kennzahlen, Klassifikati-
onsergebnissen, Marktphasen und Transaktionskostensensitivität. Die Ergebnisse
werden anschließend in Kapitel 6 im Kontext der Forschungsliteratur diskutiert und
eingeordnet. Dies beinhaltet auch die Analyse der Marktphasenabhängigkeit der
Strategien und der damit verbundenen Grenzen der Untersuchung. Schließlich fasst
Kapitel 7 die zentralen Erkenntnisse zusammen, beantwortet die Forschungsfrage
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und gibt einen Ausblick auf weiterführende Forschungsansätze.

2 Theoretische Grundlagen

2.1 Kryptowährungsmärkte und Markte!zienz

Der folgende Abschnitt beschreibt zunächst die grundlegenden Eigenschaften von
Kryptowährungsmärkten und leitet daraus ab, warum diese Märkte für den Vergleich
algorithmischer Handelsstrategien besonders geeignet sind.

Strukturelle Merkmale von Kryptowährungsmärkten

Während der Handel mit Aktien und Anleihen bereits seit Jahrzehnten etabliert
ist, geht der Ursprung von Kryptowährungen auf das im Jahr 2008 von Satoshi
Nakamoto verö"entlichte Whitepaper zu Bitcoin zurück. In diesem beschreibt
Nakamoto (2008, S. 1–2) Bitcoin als dezentrales Peer-to-Peer-Zahlungssystem,
welches finanzielle Transaktionen ohne Finanzintermediäre wie Banken oder andere
Zahlungsdienstleister ermöglicht. Dabei nutzt Bitcoin die Blockchain-Technologie als
technische Grundlage. Solche Blockchains sind Netzwerke, in denen Transaktionen in
einer fortlaufenden, kryptografisch gesicherten Kette von Datenblöcken gespeichert
werden (vgl. Nakamoto, 2008, S. 1–2). Da diese Transaktionshistorie nicht auf einem
zentralen Server liegt, sondern von vielen Netzwerkteilnehmern parallel gespeichert
und überprüft wird, gibt es keinen einzelnen Kontroll- oder Ausfallpunkt. Dadurch
ist das System weder von einer zentralen Instanz abhängig noch durch den Ausfall
einzelner Knoten unmittelbar gefährdet (Nakamoto, 2008, S. 1–2).

Für die vorliegende Arbeit sind jedoch nicht nur die technische Grundidee und
die dezentrale Struktur von Kryptowährungen relevant, sondern auch die besonde-
ren Marktbedingungen, unter denen sie gehandelt werden. Ein erster Vorteil folgt
unmittelbar aus den uneingeschränkten Ö"nungszeiten, denn Kryptowährungs-
märkte sind rund um die Uhr, an 365 Tagen im Jahr, ohne Handelsunterbrechungen
geö"net (Fang et al., 2025, S. 63). Daraus ergeben sich, anders als an Aktienmärkten
mit typischerweise rund 252 Handelstagen pro Jahr, für jedes Kalenderjahr vollstän-
dige Preishistorien ohne Wochenenden, Börsenfeiertage oder sonstige handelsfreie
Tage. Dies kann die Datenaufbereitung und das Backtesting bei der Entwicklung
algorithmischer Handelsstrategien vereinfachen.

Datenaufbereitung und Backtesting werden durch den unkomplizierten Zu-
gang zu historischen Kursdaten zusätzlich erleichtert, da diese über ö"entliche
Online-Schnittstellen, sogenannte Application Programming Interfaces (APIs), von
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makroökonomische Variablen zusätzliche Prognoseinformationen liefern. Blockchain-
bezogene Informationen könnten beispielsweise Hinweise auf Netzwerkaktivität,
Transaktionsvolumen oder die Nutzung einzelner Kryptowährungen geben und
damit Aspekte erfassen, die in reinen OHLCV-Daten nicht enthalten sind. Stim-
mungsindikatoren könnten ergänzend abbilden, ob Marktteilnehmerinnen und
Marktteilnehmer eher positiv oder negativ auf bestimmte Kryptowährungen rea-
gieren. Makroökonomische Variablen könnten schließlich helfen, übergeordnete
Marktbedingungen wie Zinsumfeld, Liquidität oder Risikoneigung zu berücksichti-
gen. Der Nutzen einer solchen Erweiterung bestünde somit darin, die Signalbasis der
Modelle breiter aufzustellen und nicht ausschließlich aus historischen Kursmustern
abzuleiten.

Viertens kann die methodische Absicherung weiter erhöht werden. Künftige
Untersuchungen könnten die zeitliche Trennung von Trainings- und Testdaten noch
strenger ausgestalten, indem Beobachtungen an den Übergängen zwischen Trainings-
und Testzeiträumen ausgeschlossen oder zusätzliche zeitliche Sicherheitsabstände
eingebaut werden. Dadurch ließe sich das Risiko reduzieren, dass Zielvariablen im
Trainingsdatensatz bereits Informationen enthalten, die eng mit späteren Testbeob-
achtungen zusammenhängen (vgl. López de Prado, 2018, Kap. 7.4). Darüber hinaus
könnten mehrere alternative Aufteilungen der historischen Daten geprüft werden,
um zu testen, ob die Ergebnisse nur von einer bestimmten zeitlichen Split-Struktur
abhängen oder auch unter veränderten Validierungsbedingungen bestehen bleiben.
Dies würde die Aussagekraft der Ergebnisse erhöhen und das Risiko einer zufälligen
Anpassung an den gewählten Backtest-Zeitraum weiter reduzieren.

Schließlich sollte zukünftige Forschung die Generalisierbarkeit der Befunde brei-
ter prüfen. Eine Ausweitung auf weitere Kryptowährungen, höhere Datenfrequenzen
und alternative Modellklassen könnte zeigen, ob die hier beobachteten Ergebnis-
se spezifisch für das gewählte Untersuchungsdesign sind oder auch in breiteren
Datensätzen bestehen bleiben.

7 Fazit und Ausblick

7.1 Beantwortung der Forschungsfrage

Die Forschungsfrage ist im Rahmen dieser Untersuchung zu verneinen. RF- und
XGB-basierte Handelssignale erzielen auf BTC/USDT und ETH/USDT im OOS-
Zeitraum unter Berücksichtigung realistischer Transaktionskosten keine höhere
risikoadjustierte Rendite, gemessen an der Sharpe Ratio, als die MAC-Strategie
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und die passive B&H-Strategie.
Auf BTC/USDT weist B&H die höchste Sharpe Ratio auf, während MAC, RF

und XGB darunter liegen. Auf ETH/USDT erzielt MAC den besten risikoadjus-
tierten Wert, gefolgt von B&H. Damit übertre"en die ML-basierten Strategien auf
keinem der beiden Assets die klassischen Vergleichsstrategien.

Die ergänzenden Analysen zeigen, dass die Strategiebewertung vom Mark-
tumfeld und von der Kostenannahme abhängt. Die Marktphasenanalyse weist
wechselnde Strategierangfolgen aus, während die Sensitivitätsanalyse die hohe
Kostensensitivität der ML-Strategien verdeutlicht. Diese Befunde ändern die Beant-
wortung der Forschungsfrage nicht, zeigen aber, dass die ökonomische Nutzbarkeit
der ML-Signale insbesondere durch Handelsfrequenz, Kostenbelastung und Markt-
phasenabhängigkeit begrenzt wird.

Zusätzlich schränkt der Bootstrap-Test die statistische Belastbarkeit der beob-
achteten Rangfolgen ein. Da die Sharpe-Ratio-Unterschiede gegenüber B&H nicht
statistisch signifikant sind, lässt sich keine belastbare Überlegenheit einer aktiven
Strategie nachweisen.

Innerhalb der ML-Strategien zeigt sich auf deskriptiver Ebene zudem, dass
RF gegenüber XGB robuster auf das niedrige Signal-Rausch-Verhältnis der Daten
reagiert und in den meisten Kennzahlen bessere Werte erzielt. Ergänzend zeigen
die assetbezogenen Unterschiede zwischen BTC/USDT und ETH/USDT, dass
die Wirksamkeit der untersuchten Strategien nicht nur vom eingesetzten Modell,
sondern auch vom jeweiligen Markt abhängt.

7.2 Ausblick

Aus den in Abschnitt 6.4 zusammengeführten Limitationen ergibt sich weiterer
Forschungsbedarf an der Schnittstelle zwischen ML-basierter Prognose und prak-
tischer Handelsumsetzung. Zukünftige Forschung sollte prüfen, ob ML-Signale
unter realistischeren Kosten-, Daten- und Validierungsbedingungen in ökonomisch
tragfähige Handelsregeln überführt werden können.

Insgesamt ist die Arbeit als empirischer Befund innerhalb des konkret definier-
ten Daten-, Modell- und Kostenrahmens zu verstehen. Sie zeigt, dass vorhandene
Prognosekraft allein noch keinen ökonomischen Mehrwert begründet, solange Han-
delsfrequenz und Transaktionskosten nicht ausreichend berücksichtigt werden.
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